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摘要: 使用体外标记技术可对仿刺参(Apostichopus japonicus)进行种群和个体尺度上的时空行为学研究、种群动态

研究、良种繁育、高效采捕方法的研究。由于仿刺参体壁柔软, 排异能力较强, 使得传统的侵入式标记方法留存率

较低; 且传统标记对体壁的破坏会导致伤口溃烂, 影响仿刺参的正常生活。为研发非侵入性的仿刺参识别技术, 本研究

利用深度学习中的卷积神经网络模型, 对仿刺参图像进行特征提取, 该特征能够表征个体独特的体表纹理模式。对 50 d

内连续拍摄的仿刺参图像进行特征提取并训练分类器后, 发现分类器在测试集上最高可达到 0.996±0.011 的精度; 

而传统的侵入式标记方法最高只能达到约 0.75 的精度。对实验仿刺参个体进行个体识别跟踪, 使用前 25 d 的仿刺

参图像进行特征提取并训练模型, 对后 25 d 的图像进行预测, 可达到 0.946±0.058 的精度。实验结果表明, 使用

ResNet50 卷积神经网络可有效地对仿刺参进行预测, 并在时间追踪任务中取得优于传统标记方法的精度。 
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仿刺参(Apostichopus japonicus)又称刺参, 属

于棘皮动物门海参纲 (Holothuroidea), 是辽宁省

和山东省的支柱水产种类之一[1-2]。仿刺参是优质

的蛋白质来源, 具有较高的营养和保健价值, 因

此广受消费者欢迎[3-6]。随着近年来养殖产业规模

的急剧扩大, 基础研究滞后于养殖产业的现象愈

发突出, 野生资源的过度捕捞、亲本遗传背景不

明、累代养殖过程中长期的近亲交配等现象导致

了仿刺参种质退化、病害频发, 这些问题对仿刺

参养殖的可持续发展构成巨大威胁[7-10]。因此亟

需推动仿刺参的科学养殖, 选育具有优良性状的

新品种。仿刺参的养殖需要天然海水, 通常采取

近海围堰、围网或沉箱的方式养殖[11]。仿刺参身

体柔软, 体壁没有硬质部分, 且变形和排异能力极

强, 是难以实现体外长效标记的海洋生物之一[12]。

这使得饲养者难以管理仿刺参优良个体, 不利于

实施跟踪个体生长的精准育种。 

设计有效的体外标记方法, 对海参进行长期

而稳定的跟踪识别, 不但是良种繁育的关键, 同时

也是生态学家在进行种群动态研究时关注的问题[13]。

已有的体外标记方法包括基于扩增片段长度多态

性的 DNA 指纹技术[14]、体壁刻蚀标记技术[15-17]、体

壁胶黏标记法[12]、体壁植入标记技术[18-21]、荧光色

素染色和注射技术[19]、体腔植入标记法[22-23]、石
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灰环嵌套法[24]等。这些方法均存在不足之处, 大

部分需要对体壁穿刺 , 容易引起表皮溃烂感染 , 

导致海参死亡; 受标记刺激的海参易产生排异反

应将标记物排出, 失去长期标记功能。同时, 这些

标记也会影响海参的生理和生殖状态, 扰乱海参

的正常生长发育[12]。分子标记技术和染色标记技

术等对海参物理损伤较小且识别率较高, 但需要

在实验室条件下进行, 难以在现场进行快速识别, 

无法便捷地运用在实际育种工作中。因此, 亟需

开发一种对仿刺参的生理状态影响较小、留存率

高、操作简单、识别率高、可长期跟踪的体外标

记方法。 

随着计算机视觉领域的发展, 基于深度学习

的图像识别算法已经广泛应用于人脸识别、图像

分类等领域。其中卷积神经网络 (convolutional 

neuron network, CNN)由于能够捕捉人脸图像中

面部特征信息 , 并通过深层神经元非线性互作 , 

可利用大数据进行个体识别与跟踪, 被广泛应用

于人脸识别领域[25-28]。考虑到不同仿刺参个体具

有独特的体表纹理与疣足分布模式[2], 借助 CNN

图像识别技术对仿刺参体表特征进行提取、识别, 

以识别代替标记, 是一条值得探索的可靠技术路线。 

本研究使用深度学习中的卷积神经网络算法, 

对实验室条件下 50 d 内连续拍摄的仿刺参图像进

行特征提取, 并比较不同特征提取方法和分类器

组合的预测效果, 选出较优模型组合后再进行个

体识别追踪实验, 以验证其是否可作为标记的替

代。最终发现 ResNet50 提取特征+多层感知机的

组合可实现对仿刺参图像的精确识别, 同时在个

体识别跟踪实验中也取得了优于传统标记方法的

效果, 为仿刺参无侵入式标记的开发提供了新的

视野。 

1  材料与方法 

1.1  数据集 

1.1.1  数据获取  本研究使用的 20 头仿刺参个

体来自于山东东营, 在实验室条件下饲养。在饲

养池中加装隔板并标注编号, 以方便辨识仿刺参

个体。在 2021 年 9 月 3 日–10 月 22 日共 50 日期

间, 每日将 20 头仿刺参按照隔板的编号自饲养池

中取出, 置于光洁的白色泡沫塑料板上, 静置1 min, 

待其不再吐水, 体壁充分舒展后, 使用移动设备

从正上方拍摄图片并记录编号, 拍摄后立即放回

养殖池中。拍摄周期结束后, 每头个体均被拍摄

了 50 张图片, 合计 1000 张图片。 

1.1.2  图像预处理与数据集的划分  对拍摄得到

的仿刺参图像进行裁切, 使裁切后仿刺参在图像

中所占的面积尽可能大。为适应 ResNet50 和

VGG19 模型所需的输入尺寸, 将剪裁后的 RGB

图像的尺寸缩放至 224 像素*224 像素, 该步得到

的数据集称为原数据集。以 60∶15∶25 的比例将

原始数据集随机划分为训练集、验证集和测试集。

训练集用于对模型进行训练, 验证集用于确定包

含训练轮数在内的超参数, 测试集用于评估模型

的泛化能力。 

1.1.3  数据增强  在具体应用场景中可获得的数

据量较为有限, 直接用于训练深度学习模型可能

会导致过拟合。使用数据增强的方法对图像进行

几何变换、色彩空间增强、随机裁切等处理, 可

以扩充数据集, 提高模型的泛化能力[29]。为考察

数据增强对模型预测效果的影响, 对原数据集中

的训练集和验证集进行数据增强处理, 流程简述

如下。 

首先对图像执行几何变换: ①中心缩放: 将

图像以中心为原点缩放, 使得缩放前后尺寸比值

分别为 0.9∶1、0.75∶1、0.6∶1。②旋转: 将图

像分别旋转 90°、180°、270°。③翻转: 将图像分

别进行水平翻转、垂直翻转和转置。④随机裁切: 

以尺寸为原图像尺寸 0.9、0.8、0.7 倍的正方形

对图像进行随机剪裁并缩放至原尺寸。将几何变

换后的图像与原数据集合并 , 再执行如下变换 : 

①添加噪声: 在图像上叠加位置服从二维高斯分

布的黑色噪点。②改变亮度: 在图像上叠加透明

度遮罩, 改变图片的整体亮度。经过两步数据增

强后, 增强数据集的样本量扩增为原数据集的 39 倍。 

1.1.4  特征提取与可视化  特征提取方法可将复

杂的二维图像转化为一维向量, 以作为训练分类

器时的输入。本研究采用两类方法进行特征提取: 

HOG方法、基于卷积神经网络(VGG19和ResNet50) 

的特征提取方法。使用的特征提取方法简介如下。 
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HOG 方法是一种基于像素梯度的经典特征

提取方法, 在对象结构较为稳定的图像识别情景

广泛应用, 如人脸识别、车牌号识别等[30]。使用

HOG 方法对图像进行特征提取 , 得到长度为

254016 的一维向量后, 再使用主成分分析(princ-

ipal component analysis, PCA)对其进行降维, 得

到长度为 200 的一维向量, 作为后续训练分类器

的输入。 

随着深度学习算法的发展, 已有许多卷积神

经网络通用模型被提出, 如 AlexNet、Inception、

VGGNet、ResNet 等。这些模型使用大型公共数

据集(如 CIFAR-10、ImageNet 数据集等)训练, 用

于完成对特定物品的多分类任务。模型中多层且

大量的卷积核被训练后, 能够提取图像中的通用

视觉特征。借助预训练的卷积层对新数据集进行

特征提取, 并连接其他分类器, 即可应用于其他

分类任务。这种把在特定数据集上训练得到的“知

识”运用到新领域中的方法又被称为迁移学习[31]。

本研究选用 VGG19 和 ResNet50 卷积神经网络模

型进行特征提取。加载预训练模型并冻结各卷积

层权重, 将图像输入模型, 取最后一层池化层的

输出作为提取出的图像特征。使用 VGG19 卷积

神经网络进行特征提取后, 得到长度为 4096 的一

维向量; 使用 ResNet50 卷积神经网络进行特征提

取后, 得到长度为 2048 维的一维向量。 

使用 HOG 方法与基于卷积神经网络(VGG19

和 ResNet50)的特征提取方法在原数据集和增强

数据集上分别进行特征提取, 共产生六种组合的

数据集, 分别称为: HOG+原数据集, HOG+增强

数据集, VGG19+原数据集, VGG19+增强数据集, 

ResNet50+原数据集, ResNet50+增强数据集。在特

征提取后, 使用 t-SNE 算法对各特征提取方法得

到的图像特征进行可视化, 以直观考察几种特征

提取方法的效果。 

1.2  模型的构建和训练 

1.2.1  简单卷积神经网络模型的训练  LeNet-5

卷积神经网络作为经典的浅层神经网络, 只有两

层卷积层, 结构简单, 适合对数据集的复杂性进

行初步评估。 

模型的结构如下: 输入层, 输入为 224*224* 3

的 RGB 三通道图像; 卷积层 1, 包含 6 个尺寸为

5*5 像素的卷积核, 激活函数为 ReLU; 批标准化

层 1; 最大值池化层 1, 池化尺寸为 2*2; 卷积层

2, 包含 16个尺寸为 5*5 像素的卷积核, 激活函数

为 ReLU; 批标准化层 2; 最大值池化层 2, 池化

尺寸为 2*2; 全连接层 1, 包含 120 个神经元, 激

活函数为 ReLU; 批标准化层 3; 全连接层 2, 包

含 84 个神经元, 激活函数为 ReLU; 批标准化层

4; 输出层, 包含 20 个神经元, 激活函数为 softmax。 

模型训练的参数如下 : 损失函数为交叉熵 , 

优化器为 Adam。训练原数据集时, batch_size 为

30, epoch 为 50; 训练增强数据集时, batch_size 为

128, epoch 为 50。 

1.2.2  基于提取特征的分类器的训练  将特征提

取后的数据集作为输入 , 分别训练随机森林

(random forest, RF)、支持向量机(support vector 

machine, SVM)和多层感知机(multi-layer percep-

tron, MLP)模型。 

随机森林模型的各项参数使用默认设置; 支

持向量机的核函数为 RBF 核, 其他各项参数均为

默认设置。多层感知机的结构为: 输入层, 包含神

经元的个数根据所使用特征的长度而定 , 使用

HOG 特征的输入层包含 200 个神经元 , 使用

VGG19 特征的输入层包含 4096 个神经元, 使用

ResNet50特征的输入层包含 2048个神经元; 全连

接层, 包含 1024 个神经元, 激活函数为 ReLU; 

批标准化层; 输出层: 包含 20 个神经元, 激活函

数为 softmax。多重感知机模型训练的参数如下: 

损失函数为交叉熵, 优化器为 Adam。训练原数据

集时, batch_size 为 30, epoch 为 50; 训练增强数据

集时, batch_size 为 128, epoch 为 50。 

1.3  模型评估指标 

在多分类任务中, 模型对于不同类别的预测

能力存在差异, 预测结果中可能存在类别不均衡

的现象。由于准确率只是简单计算预测正确的样

本与总样本数的比值 , 忽略了模型对于不同类

别的预测能力 , 因此无法客观衡量模型的预测

效果。为衡量模型对于各类别的综合预测能力 , 

应将模型对于各个类别预测结果的准确程度均

考虑在内 , 因此选取查准率 (precise)、召回率
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(recall)和 Macro-F1 score 作为评估指标[32]。计算

方法如下:  

对于样本中的某一类别, 称预测正确的正样

本为真阳性, 记为 TP (True Positive); 称预测错误

的正样本为假阳性, 记为 FP (False Positive); 称预

测正确的负样本为真阴性, 记为 TN (True Negative); 

称预测错误的负样本为假阴性 , 记为 FN(False 

Negative)。 

查准率为在所有被预测为正样本的样本中 , 

被正确预测的正样本的比例。 

 

TP
precision

TP FP



.  

召回率为所有实际的正样本中(包含被预测

错的正样本), 被正确预测的正样本的比例。 

 

TP
recall

TP FN



.  

F1-Score 为查准率和召回率的调和平均数。 

 

precision recall
F1 2

precision recall


 


.  

Macro-F1 为各类别 F1-Score 的平均数, 式中

N 为总类别数。 

 

F1
Macro F1

N
ii

N



.  

1.4  软件和硬件环境 

本研究在 Python 3.8.10 环境中使用 scikit- 

image 库进行 HOG 特征的提取, 使用 scikit-learn 

0.24.0 库进行主成分分析并构建随机森林和支持

向量机模型, 使用 tensorflow 2.3.1 库进行基于

CNN 的特征提取以及多层感知机的训练。在 R 

4.1.1 环境中使用 tsne 库进行 t-SNE 降维和可视化。 

2  结果与分析 

2.1  HOG 特征与 CNN 提取特征的比较 

将可视化后的ResNet50模型中几层卷积核与

HOG 特征进行比较(图 1), 可发现 HOG 特征能够

反映各组仿刺参的形状差异, 但在细节上受水光

反射的干扰, 无法反映背部疣足在分布模式上的 
 

 
 

图 1  HOG 特征与基于 CNN 的特征的提取 
a. HOG 特征提取流程; b. 基于 CNN 的特征提取流程. 

Fig. 1  Extraction of HOG feature and CNN-based feature 
a. Protocol of feature extraction based on HOG; b. Protocol of feature extraction based on CNN. 
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差异; 而观察 ResNet50 模型中的各组卷积核可发

现, 部分卷积核能够区分疣足与图像的其他部分, 

从而提取出对仿刺参区分效果更佳的特征。 

使用 tSNE 算法对提取自原数据集的特征进

行可视化并进行观察(图 2)。各个类别的 HOG 特

征在图中相互重叠, 难以区分; 而观察基于 CNN

的特征则可发现部分类别的样本在图中聚集成簇, 

与其他类别完全分隔, 体现出类别内的一致性和 

 

 
 

图 2  几种特征提取方法的可视化 

图中数字 0~19 为各仿刺参的类别. a. HOG 特征的可视化; b. ResNet50 特征的可视化; c. VGG19 特征的可视化. 
Fig. 2  Visualization of feature-extraction methods 

Number labels in the range of 0~19 denote categories of Apostichopus japonicas. 
a. Visualization of HOG feature; b. Visualization of ResNet50 feature; c. Visualization of VGG19 feature. 
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类别间的差异性, 例如 ResNet50特征中编号为 4、

5、14、15、16、17、18、19 号的仿刺参类别和

VGG19 特征中编号为 5、15、19 号的仿刺参类别。

ResNet50 特征与 VGG19 特征相比, 同类别样本

聚集成簇和类别间相互分隔的现象更为明显, 说

明 ResNet50 特征可能更好地捕捉了不同仿刺参

类别的特征。 

2.2  不同特征与分类器组合在仿刺参识别任务

中的预测效果 

使用特征提取后的数据集训练随机森林

(RF)、支持向量机(SVM)、多层感知机(MLP), 使

用原数据集和增强数据集中未经特征提取的 224

像素*224 像素的图像训练 LeNet-5 卷积神经网络

(表 1)。 
 

表 1  不同特征和分类器组合的预测效果 
Tab. 1  The results for prediction using different combination of features and classifiers 

评价指标 metrics 
数据集 dataset 输入 input 分类器 classifiers

查准率 precision 召回率 recall macro-F1score 

224*224 图像 
224*224 image 

LeNet-5 0.769±0.158 0.741±0.161 0.736±0.114 

RF 0.948±0.059 0.954±0.048 0.950±0.038 

SVM 0.948±0.078 0.956±0.052 0.950±0.049 

ResNet50 特征 
ResNet50-extracted feature 

MLP 0.987±0.038 0.992±0.023 0.989±0.022 

RF 0.758±0.149 0.773±0.190 0.756±0.155 

SVM 0.799±0.151 0.801±0.181 0.786±0.141 

VGG19 特征 
VGG19-extracted feature 

MLP 0.892±0.092 0.895±0.102 0.891±0.072 

RF 0.506±0.177 0.499±0.271 0.447±0.165 

SVM 0.636±0.317 0.449±0.307 0.411±0.205 

原数据集 
rawdataset 

HOG 特征 
HOG feature 

MLP 0.748±0.184 0.714±0.218 0.689±0.128 

224*224 图像 
224*224 image 

LeNet-5 0.920±0.091 0.932±0.073 0.922±0.064 

RF 0.947±0.065 0.951±0.065 0.945±0.039 

SVM 0.983±0.041 0.989±0.025 0.985±0.023 

ResNet50 特征 

ResNet50-extracted feature 

MLP 0.995±0.018 0.997±0.012 0.996±0.011 

RF 0.779±0.135 0.800±0.184 0.781±0.148 

SVM 0.905±0.070 0.914±0.096 0.907±0.072 

VGG19 特征 
VGG19-extracted feature 

MLP 0.935±0.062 0.946±0.085 0.937±0.056 

RF 0.470±0.152 0.473±0.230 0.425±0.119 

SVM 0.742±0.164 0.759±0.160 0.739±0.129 

增强数据集 
augmentationdataset 

HOG 特征 
HOG feature 

MLP 0.691±0.148 0.696±0.150 0.680±0.124 

 

在使用 HOG 特征训练的分类器中, HOG+增

强数据集+SVM 可取得最优预测效果 (0.739± 

0.129), HOG +原数据集+MLP 可取得次优预测效

果(0.689±0.128)。RF 的预测效果则较差, 在 RF

分类器中表现最好的组合为 HOG+原数据集+RF, 

其 macro-F1 score 仅达到 0.447±0.165。 

与使用 HOG特征训练的分类器相比, 结构较

为简单的卷积神经网络 LeNet-5 在预测效果上有

大幅提升。增强数据集+LeNet-5 模型可取得

0.922±0.064 的 macro-F1 score; 在不进行数据增

强的情况下, 原数据集+LeNet-5 也能取得 0.736± 

0.114 的 macro-F1 score, 与使用 HOG 特征训练的

分类器能取得的最优预测效果(0.739±0.129)相仿。 

在使用 VGG19 卷积神经网络提取的特征进

行训练的分类器中, VGG19+增强数据集+MLP 可

取得最优预测效果(0.937±0.056), VGG19+增强数

据集+SVM 可取得次优预测效果(0.907±0.072)。

在使用原数据集进行特征提取和训练的情况下 , 

VGG19+原数据集+任意分类器在预测效果上均

优于原数据集+LeNet-5 模型(0.736±0.114); 在使
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用增强数据集进行特征提取和训练的情况下, 仅

有 VGG19+增强数据集+MLP(0.937±0.056)优于

增强数据集+LeNet-5 模型(0.922±0.064), 但提升

幅度仅为~0.015。 

使用ResNet50卷积神经网络进行特征提取后, 

使用任意分类器均能在数据集相同时取得优于其

他模型组合的预测效果。ResNet50+增强数据集+ 

MLP 可取得最优预测效果(0.996±0.011), ResNet50+

原数据集+MLP 可取得次优预测效果(0.989±0.022)。

值得注意的是, 在使用 ResNet50 特征训练 SVM

后, 也可取得较好的预测效果, ResNet50+增强数

据集+SVM 可取得 0.985±0.023 的 Macro-F1 score, 

ResNet50+原数据集+SVM 可取得 0.950±0.049 的

Macro-F1 score。综合考虑模型的预测结果和训练

成本后, 在后续部分的研究中选取 ResNet50+原

数据集+MLP作为实验模型, 选取ResNet50+原数

据集+SVM 作为对照模型。 

2.3  模型在不同规模训练集上的预测效果 

实际应用场景中存在时间和人力成本的限制, 

难以获得较大规模的数据集。为解决可能存在的

小样本量问题, 需要考察分类器在不同规模训练

集上的预测效果, 以权衡训练集的规模和预测效

果, 得到性价比最高的方案。分别取 ResNet50+

原数据集中第 1~5 天、第 1~10 天、第 1~15 天、

第 1~20 天、第 1~25 天、第 1~30 天、第 1~35 天、

第 1~40 天、第 1~45 天的仿刺参图像作为训练集, 

对 MLP 和 SVM 分类器进行训练。使用训练完成

后分类器对各自训练集对应剩余天数的全部图像

进行预测(例如对使用第 1~5天的图像训练的分类

器而言, 需对第 6~50 天的图像进行预测, 以此类

推), 再对第 46~50 天的图像进行预测(图 3)。 

在训练集规模较小时, 两种分类器的 macro- 

F1 score 均随训练集规模的扩大而提高。当使用

第 1~25 天的图像作为训练集时, 模型在两种测试

集上的预测效果均达到较高水平, ResNet50+MLP

预测剩余全部图像的 macro-F1 score 为 0.946± 

0.058, 预测第 46~50 天图像的 macro-F1 score 为

0.917±0.121。此后 macro-F1 score 曲线趋于平稳, 预

测效果不再随训练集规模的扩大而明显提升。使用

第 1~45 天的图像作为训练集时, 两种测试集均为第

46~50 天, ResNet50+MLP 取得最高 macro-F1 score 

(0.970±0.047)。此外, 在各组实验中 ResNet50+MLP

的 macro-F1 score 几乎均高于 ResNet50+SVM, 只

有在使用第 1~40 天图像作为训练集预测第 46~50

天样本时, ResNet50+SVM(0.928±0.091)取得了优

于 ResNet50+MLP(0.921±0.078)的预测效果。 

2.4  在不同时间尺度上对仿刺参的追踪识别 

在实际育种工作中需在一定时间内对个体进

行持续跟踪, 因此将上一部分中使用不同时间跨

度训练集进行训练的 ResNet50+原数据集+MLP

对剩余天数的预测效果进行汇总, 以考察模型在

时间尺度上对仿刺参追踪识别的效果(图 4)。 
 

 
 

图 3  使用不同规模数据集训练的分类器的预测效果 

a. 对剩余天数的全部图像进行预测的结果; b. 对第 46~50 天的图像进行预测的结果. 
Fig. 3  The results for prediction using classifiers trained by datasets with different size 

a. The results for prediction of the whole images of the rest days; 
b. The results for prediction of the images of the 46th–50th days. 
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图 4  在不同时间尺度上对仿刺参追踪识别的效果 
Fig. 4  The result of tracking recognition of Apostichopus japonicus on different time scales 

 
当使用第 1~5 天、第 1~10 天、第 1~15 天的

图像进行训练时, 训练集规模较小, 模型对于某

些个体的预测准确率极低。例如使用第 1~5 天的

图像进行训练时, 模型对第 6、7、8、12、18 号

仿刺参个体的预测效果极差。随着训练集规模的

扩大, 这些难以预测的个体逐渐能被模型正确识

别。在使用 1~25 天的图像进行训练时, 已不存在

难以识别的个体 , 对于某些个体已经能达到

100%的识别率。 

若某类别在剩余时间内被预测错误次数≤2, 

则记该类别为可被追踪类别, 使用此标准对预测

效果进行统计(表 2)。在训练集规模较小时, 可被

追踪的类别数随训练集规模的扩大而增加。当使

用第 1~25 天的图像作为训练集时, 可被追踪的类 
 

表 2  在不同时间尺度上追踪识别效果的统计 
Tab. 2  The statistics for results of tracking recognition on different time scales 

数据集 dataset 

训练集 
training set 

预测集 
test set 

100%识别的类别数 
number of categories 

100% indentified 

判错 1 次的类别数
number of categories

misclassified once

判错 2 次的类别数
number of categories
misclassified twice

可被追踪的类别数 
number of trackable 

categories 

可被追踪类别的占比/%
percentage of 

trackable categories 

1–5 d 6–50 d 1 0 1 2 10 

1–10 d 11–50 d 3 2 2 7 35 

1–15 d 16–50 d 2 5 2 9 45 

1–20 d 21–50 d 3 5 5 13 65 

1–25 d 25–50 d 9 6 1 16 80 

1–30 d 31–50 d 7 7 4 18 90 

1–35 d 36–50 d 9 7 3 19 95 

1–40 d 41–50 d 11 1 6 18 90 

1–45 d 46–50 d 17 3 0 20 100 
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别数为 16, 占总类别数的 80%, 其中可被 100%识

别的类别数为 9 种, 判错 1 次的类别数为 6 种, 判

错 2 次的类别数为 1 种。此后可被追踪类别的占

比的增长趋于平稳, 当使用第 1~45 天的图像作为

训练集时, 可被追踪类别的占比达到 100%, 其中

可被 100%识别的类别数为 17 种, 判错 1 次的类

别数为 3 种。 

3  讨论 

3.1  深度卷积神经网络在仿刺参个体图像识别

中的优势 

为探索适用于仿刺参识别的特征提取方式和

机器学习模型, 本研究选用在目标识别领域较为

经典 HOG 特征与基于 CNN 的特征, 并用提取的

特征对 SVM、RF 和 MLP 进行训练; 以经典的浅

层卷积神经网络 LeNet-5 作为基线模型进行对照。 

LeNet-5 模型作为早期的卷积神经网络, 层数较

少, 结构简单, 通过观察原数据集和增强数据集

在 LeNet-5 模型上的效果, 可对数据集的复杂程

度以及机器学习算法所能取得的效果进行初步评

估, 以便选出最好的特征与分类器组合。 

原数据集+LeNet-5 在训练集上可取得 0.736± 

0.114 的 macro-F1 score, 而增强数据集+LeNet-5

模型在训练集上可取得 0.922±0.064 的 macro-F1 

score, 说明当训练集规模较小时, 特征提取能力

相对较弱的浅层卷积神经网络难以充分捕捉到仿

刺参图像的特征, 导致过拟合, 模型泛化能力下

降 ; 而使用数据增强后的训练集进行训练后(扩

充 39 倍), LeNet-5 模型在训练集上的 macro-F1 

score 取得了~0.19 的提高, 说明在训练集规模足

够大时, 使用浅层的卷积神经网络也可取得较好

的识别效果。在使用 HOG 特征的组合中, macro-F1 

score 最高的组合是 HOG+增强数据集+SVM(0.739± 

0.129), 其效果远低于 LeNet-5 在相同数据集上的

表现。HOG 特征是一种对边缘较为敏感的特征, 适

用于描述几何形状稳定、形变幅度不大的个体[30]。

仿刺参易形变, 且个体间的差异有相当部分体现

在背部疣足排布模式上, 因此 HOG 特征难以充

分反映仿刺参个体之间的差别。这说明在仿刺参

识别任务中, 不仅需要充足的样本量, 也需要有

效的特征提取技术。 

基于 CNN 的特征分为两类, 分别是用 VGG19

网络提取的特征与用 ResNet50 网络提取的特征, 

其中 VGG19 网络拥有 16 层卷积层 [27], 而

ResNet50 网络拥有 49 层卷积层[25], 与二者相比

LeNet-5 只有 2 层卷积层[33]。在使用 VGG19 特征

训练的分类器中, VGG19+增强数据集+MLP 可取

得最高的 macro-F1 score (0.937±0.056), 相较于

增强数据集+LeNet-5 (0.922±0.064)有~0.01 的提

高 ; 而在使用原数据集时 , VGG19+原数据集

+MLP (0.891±0.072) 相较于原数据集 +LeNet-5 

(0.736±0.114)可获得~0.16 的提高。这与上文结论

相仿, 在训练集规模较小时, 由于 VGG19 的卷积

层层数较高, 特征提取能力较强, 因此能够比卷

积层层数较低的 LeNet-5 更好地表征仿刺参个体

之间的差异性; 而在训练集规模较大时, LeNet-5

取得的 macro-F1 score 虽仍低于 VGG19+MLP, 但

相差仅有~0.01, 这说明数据量的增大可以弥补模

型在特征提取能力方面的不足。在用 ResNet50 特

征训练的分类器中, ResNet50+增强数据集+MLP

可取得最优预测效果(0.996±0.011), ResNet50+原

数据集+MLP 可取得次优预测效果(0.989±0.022), 

均优于相同数据集下的 VGG19+MLP 和 LeNet-5

所取得的效果。在增强数据集上 , ResNet50 与

VGG19 相比有约 0.05 的提升, 说明卷积层的增加

能够明显提升特征提取的效果 ; 数据增强对

ResNet50+MLP 的 提 升 仅 有 约 0.007, 说 明

ResNet50 网络中深度的卷积层已能较为充分地提

取仿刺参图像的特征, 即使数据集较小也能取得

较为理想的效果。通常认为, 深度卷积神经网络

通过堆叠多层卷积核, 允许模型捕捉到更高维而

抽象的特征, 乃至传统上因肉眼不可见而被认为

是噪音的高频特征[34]。本研究中 ResNet50 的多层

卷积层可能捕捉到了仿刺参背部的纹理和疣足分

布的某种模式。 

3.2  在不同时间尺度上的预测实验确定了最佳

数据集规模 

在实际应用中由于可供收集图像数据的时间

窗口有限, 且需要尽量减少对仿刺参的扰动, 这

使得研究者通常无法取得较多的数据, 因此需要
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对数据量和预测效果之间进行权衡。使用不同时

间尺度上的图像作为训练集训练分类器, 并将余

下时间的图像作为测试集进行预测(图 3a)。当使

用第 1~25 天的图像进行训练时(即每头个体 25 幅

图像 , 共 500 幅图像 ), 即可得到较好的效果

(0.946±0.058); 此后曲线趋于平缓 , 直到使用第

1~45 天的图像进行训练时, 预测效果又得到较大

的提升(0.970±0.047)。由于在使用 1~45 d 的图像

作为训练集时, 测试集只有第 46~50 天的图像, 

规模较小(100 幅图像), 模型对于某些特定个体识

别率可能较高, 此时预测效果的提升可能存在一

定的偶然性。 

把测试集固定为 46~50 d 的仿刺参图像后, 

除使用第 1~45 天图像训练的分类器的效果不变

外, 使用其他时间尺度的图像训练的分类器的预

测效果均有所下降(图 3b)。使用第 1~25 天的图像

进行训练可得到 0.917±0.121 的 macro-F1 score; 

此后预测效果趋于平稳, 几乎不受训练集规模增

大的影响。直到使用第 1~45 天的图像训练后, 效

果才有明显提升(0.970±0.047), 这可能是测试集

较小导致的偶然性结果。此外, 考虑到图像忠实

反映了仿刺参随时间的体态变化, 第 1~45 天的图

像包含了第 41~45 天的图像 , 与训练集中第

46~50 天的图像存在时间上的连续性, 有利于模

型捕捉到仿刺参在体态连续变化中稳定不变的特

征, 这可能是模型在由第 46~50 天图像组成的测

试集上取得较好预测效果的另一个原因。 

结果表明, 选用第 1~25 天的仿刺参图像(500

幅图像)进行基于 ResNet50 的特征提取后对模型

进行训练, 即可得到较好的预测结果。本实验中, 

为使图像充分包含仿刺参的不同体态, 也为防止

影响实验室条件下仿刺参的生活状况, 每头仿刺

参每天只拍摄 1 幅图像, 这使得拍摄周期有所延

长。在实际应用中, 可以适当增加单日拍摄次数, 

例如每天每头个体均拍摄 5 幅图像, 则只需 5 d

即可完成采样工作, 如此可以大幅缩短数据收集

周期。  

3.3  基于卷积神经网络的仿刺参识别方法在长

时间跟踪中的可靠性 

在育种工作中需对个体进行长时间跟踪, 因

此需保证模型能够实现对仿刺参个体的长时间准

确识别。在长时间跟踪识别实验中可以发现, 模

型对于不同个体的预测效果存在差异。例如当训

练集规模较小时, 模型对第 6、7、8、12、18 号

仿刺参个体的预测效果较差, 这可能是由于这些

个体与其他个体在疣足分布和形态上相似性较高, 

在小样本量下模型难以学习到它们与其他个体的

差异。而当训练集规模扩大后, 模型对于这些难

识别的个体也可以进行准确识别。 此外当样本规

模较小时, 模型在对测试集中距训练集时间较近

(例如 5 d 内)的样本进行预测时, 预测效果较好; 

当对测试集中距训练集时间较远的样本进行预测

时, 效果则相对较差, 这也说明逐日拍摄的仿刺

参图像数据具有连续性和时间性。但是当样本规

模扩大后, 这种时间上的差异性逐渐消失, 也说

明当样本量充足时, 模型提取的特征在时间上具

有稳定性。 

若将预测中错判数≤2 的仿刺参类别认为是

可被追踪的类别, 使用第 1~25 天的图像训练模型

后, 有 16 只仿刺参个体是可被追踪的。随着数据

集规模继续扩大, 可被追踪的类别随之提升, 直

至使用第 1~45 天的图像训练模型后, 可被追踪的

类别数达到 20, 覆盖了实验中所有的仿刺参类

别。这说明使用基于 CNN 的图像识别算法对仿刺

参进行长时间识别和追踪是可行的。 

传统的标记方法大多涉及对海参体壁的穿刺

和破坏, 容易使得海参因伤口溃烂而死亡, 同时

其标签的留存率受标签工具的选择、实验个体、

操作方式的影响而波动较大, 通常来说1个月的留存

率在 50%~80%, 以上两类问题导致传统的标记方法

难以应用于仿刺参育种的标记工作中[24, 35-36]。本研

究中, 使用第 1~25 天的图像训练得到的模型预测

第 26~50 天共 25 d 刺参图像时, 可以达到 0.946± 

0.058 的 F1-sore, 准确率较高。本研究所用的图片

均为手机拍摄, 不需要严格的拍摄流程, 数据的

获取较为简便; 数据的获取不涉及对仿刺参体壁

的物理性介入, 对仿刺参的生活状态影响较小。

综上, 使用基于CNN的图像识别方法在仿刺参育

种的标记工作中具有较大的应用潜力。 
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3.4  仿刺参的疣足分布模式可能是一种复杂性状 

由于不同类别仿刺参的背部图像可被基于深

度卷积网络的分类器所区分, 说明不同类别的仿

刺参存在有某种在个体间存在显著差异的特征。

考虑到仿刺参的图像均被剪裁和缩放至同样大小

和形状, 并不存在相对大小的差异, 因此疣足数

量和排布的差异极有可能是将仿刺参个体区分出

来的特征。先前已有研究者对仿刺参疣足数量的

SNP 遗传力进行评估, 证明疣足数量是一个中等

遗传力的复杂数量性状[37]。而在扇贝中的研究表

明, 扇贝壳表面的纹理分布模式存在种属间的差

别 , 可用于区分不同的扇贝品种 [38]。本研究中 , 

疣足的分布模式既包括疣足的数量, 也包括疣足

的排列方式。据此我们推测, 仿刺参的疣足分布

模式可能也是由多种基因共同作用下的复杂性状, 

但在如何对该性状进行精确表征的问题上仍有待

探索。疣足是与仿刺参经济价值密切相关的部位, 

对仿刺参背部疣足的分布模式进行定量化的描述

和解析, 有助于加深对疣足相关性状的理解, 为

仿刺参育种工作提供参考。 

3.5  模型的可改进方向 

在已有的海参标记的方法学研究中, 对单个

方法进行实验的样本量通常在 10~40[35-36, 39], 据

此本研究选取 20 的样本量大小。在训练模型时, 

由于在 50 d 内进行连续拍摄, 样本在时间上可以

前后对照, 因此对于模型训练来说样本量较为充

足。但在实际育种工作中往往需要涉及较多个体, 

因此在后续研究中有必要增加仿刺参的类别数 , 

对模型所能识别的个体上限进行探索, 以最大化

识别系统的收益, 满足实际生产生活需要。本研

究中在对样本预处理时对仿刺参图像进行了裁切

和缩放处理, 未将仿刺参个体之间相对大小的差

异考虑在内。后续研究中可在拍摄图像时在视野

中添加长度标定物(如标尺), 据此对图像进行缩

放, 即可将仿刺参个体间相对大小的差异包含在

数据集内。在考虑仿刺参的相对大小后, 可能会

提高模型在时间追踪任务中的效果。此外, 如果

使用更为轻量化的网络架构, 例如 MobileNets 等[40], 

则有希望在移动端部署识别系统 (如编写手机

app), 以实现仿刺参识别的移动化和实时化。 

4  结论 

本研究通过连续 50 d 续拍摄得到 20 头仿刺

参个体的图像数据集, 并在此数据集上比较了不

同特征提取方法和分类器组合的预测效果。结果

显示, 基于深度卷积网络的特征提取方法在仿刺

参识别任务中表现优异, 其中的 ResNet50+MLP

模型在原数据集和增强数据集上均可取得最优效

果。在不同规模训练集上的预测结果表明, 当每

头仿刺参的图像数达到 25 幅时, 模型即可取得稳

定的预测效果。在不同时间尺度上的追踪识别实

验表明, ResNet50+MLP 模型在较长的时间跨度

中可稳定识别不同的仿刺参类别, 且准确率优于

其他侵入式标记方法。对仿刺参个体的成功识别, 

也暗示其疣足分布模式可能是一种可被表征的复

杂性状。本研究结果将为基于深度学习的仿刺参

非侵入式标记方法的开发和仿刺参复杂性状的表

征提供重要参考。 
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A non-invasive tagging method for Apostichopus japonicus based on 
convolutional neural networks 
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Abstract: External tagging methods facilitate the study of the spatio-temporal behavior of Apostichopus japonicus 
at population and individual levels, as well as population dynamics, breeding, and efficient harvesting methods. 
However, due to the soft body wall and strong exclusion ability of Apostichopus japonicus, the retention rate of 
traditional invasive tagging methods is low. Moreover, damage caused to the body wall by traditional tagging 
methods often leads to wound ulceration, which affects the quality of life of Apostichopus japonicus. In this study, 
a non-invasive identification method for Apostichopus japonicus is developed by processing images using a deep 
convolutional neural network model to extract features and characterize the unique body texture patterns of 
individual specimens. After feature extraction and the training of the classifier on consecutive images of 
Apostichopus japonicus taken in a period of 50 d, the classifier achieved a maximum accuracy of 0.996±0.011 on 
the test set compared to traditional invasive tagging methods that only achieved an accuracy of up to 0.75. For 
individual temporal tracking recognition, feature extraction and model training were performed using images taken 
in a period of 1 to 25 d. The classifier achieved an accuracy of 0.946±0.058 on the test set consisting of images 
taken in the periods of 26–50 d. These results indicate that the use of the ResNet50 convolutional neural network 
can effectively predict the categories of Apostichopus japonicus and achieve a better accuracy than traditional 
tagging methods in the temporal tracking task. 
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